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融合低秩预分离与随机抖动机制的
非凸型 TRPCA 算法

潘昱妍，张德，李壮举
（北京建筑大学 电气与信息工程学院, 北京 100044）

摘    要：为了解决张量鲁棒主成分分析 (tensor robust principal component analysis, TRPCA) 还原低秩结构时同等
收缩奇异值造成的信息提取偏差问题，本文考虑区别对待奇异值，使用非凸加权张量 Schatten-p范数 (0<p<1) 分
析张量数据，可减少对奇异值的惩罚。为解决数据受损严重难以恢复的问题，提出低秩预分离的方法实现近似
低秩部分和近似稀疏部分的预先分离；为增强高阶张量之间相关性同时降低数据对特定噪声的敏感性，提出随
机抖动正则器的机制对预分离后成分分别选取随机区域优化，利用噪声信息的随机性来正则化算法得以约束
模型的复杂度；最后使用不同类型的图像数据集，包括彩色图像、核磁共振图像、高光谱及多光谱图像和灰度
视频，进行高维数据恢复实验。结果表明该方法在图像恢复性能上明显优于其他 TRPCA 方法，并且在数据受
损严重时同样具有优势，有效提取主成分信息的同时减小数据对特定噪声的依赖，具有较强的鲁棒性和适应
性，可为 TRPCA 方法在图像恢复领域中提供参考。
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Nonconvex TRPCA algorithm combined with low-rank pre-separation and
random jitter mechanism

PAN Yuyan，ZHANG De，LI Zhuangju
(School of Electrical and Information Engineering, Beijing University of Civil Engineering and Architecture, Beijing 100044, China)

Abstract: To address the issue of information extraction bias caused by uniform shrinkage of singular values in tensor
robust principal component analysis (TRPCA) during low-rank structure recovery, this study considered treating singu-
lar  values  differently,  using  a  nonconvex  weighted  tensor  Schatten-p norm (0<p<1)  to  analyze  tensor  data,  which  re-
duced the penalty for singular values. In order to solve the problem of severe data damage that is difficult to recover, a
low-rank pre-separation method was used to realize the pre-separation of the approximate low-rank component and the
approximate sparse component. To enhance the correlation among high-order tensors while reducing the sensitivity of
data to specific noise, the random jitter regularizer mechanism was proposed to optimize the selected random regions for
the pre-separated components respectively, which constrained the complexity of the model by using the randomness of
the noise information to regularize the algorithm. Finally, experiments were conducted on high-dimensional data recov-
ery using different types of image datasets, including color images, MRI images, hyperspectral and multispectral images,
and grayscale images. The results show that the proposed method significantly outperforms other TRPCA approaches in
image recovery performance and maintains advantages even under severe data corruption. It effectively extracts princip-
al  component  information while  reducing dependence on specific  noise  patterns,  demonstrating  strong robustness  and
adaptability. This method can serve as a valuable reference for TRPCA-based image recovery applications.
Keywords: principal component analysis; tensor; image denoising; image processing; machine learning; computer ap-
plication; signal processing; singular value decomposition

在计算机视觉和机器学习领域中，主成分分

析 (principal component analysis, PCA) 一直是备受

关注的方法，旨在分析高维数据的低维表示 [1]。

PCA 是一种非参数分析，能够恢复被稀疏噪声轻

微损坏的数据。在采集和传输视觉数据时，不可

避免地会引入异常值或大量噪声，而 PCA 对这些

异常值或噪声非常敏感而不够稳定。为解决
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X ∈ Rn1×n2

L E

PCA 的低稳定性问题，提出了鲁棒主成分分析

(robust principal component analysis, RPCA)[2]，旨在

从被稀疏噪声破坏的观测矩阵中恢复低秩矩阵。

其中矩阵的秩是唯一的，由非零奇异值的个数决

定。由于矩阵的秩函数是非凸函数难以凸优化求

解，所以 RPCA 采用核范数作为矩阵中秩函数的

凸代替。假设观测矩阵 可以分解得为低

秩矩阵 和稀疏 (噪声) 矩阵 ，则可通过奇异值

阈值 (singular value thresholding, SVT)[3] 方法进行

有效求解。如今，RPCA 和其拓展模型已经应用

到很多领域，如图像恢复 [ 4 ] 及对齐 [ 5 - 6 ]、前景检

测 [ 7 ]、子空间聚类 [ 8 - 9 ] 和人脸识别 [ 1 0 ] 等。然而

RPCA 只能处理二维数据，但在实际应用中，高维

数据的应用场景更为广泛且迅速增加。张量是矩

阵的拓展，更适合表示高维数据。例如，彩色图

像是大小为高×宽×通道数的三维张量，而灰度图

视频是具有列、行和时间模式的三阶张量。为了

处理这些张量数据，可以对张量的每个正面切片

分别应用 RPCA 方法，但这种方式会忽略张量背

后的多维结构信息，因此研究人员考虑将 RPCA
扩展到张量域中称为张量鲁棒主成分分析 (tensor
robust principal component analysis, TRPCA)。

X ∈ Rn1×n2×n3

X L E

A(i)

λi

假设给定一个观测张量数据 ，同

理，TRPCA 旨在从张量 中精确地恢复 和 。

这里，与矩阵秩是唯一的性质不同，张量秩的定

义有很多种，导致张量分解的方法不同。Tucker 秩[11]

是由 Tucker 分解所定义的，表示沿给定张量的每

个模态展开的秩向量。Tucker 秩只探讨张量的一

个模态和其余模态之间的相关性。事实上，每个

矩阵 都是通过将张量沿一个单模态矩阵化而

得到的。因此，它是不平衡的，相应的秩不够大，无

法捕捉张量中元素之间的全局相关性[12]。由于直

接最小化 Tucker 秩是多项式复杂程度的非确定

性问题（non-deterministic polynomial，NP）困难的，

所以核范数之和 (sum of nuclear norm, SNN)[13] 被

表示为 Tucker秩的凸松弛。Huang 等[14] 基于 SNN 提

出了 SNN-TRPCA 模型，利用了张量子空间沿各

模态的低秩性。然而由于实际数据中每个模态的

低秩程度通常不同，因此很难设置正则化参数

。例如，一个灰度图视频沿其时间模式的秩比

沿其空间模式的秩低得多。此外，单模态展开会

破坏张量固有的结构信息。

因此近年来，张量平均秩 [15] 受到了更多的关

注，其定义为张量奇异值分解 (tensor singular value
decomposition, t-SVD)[16]，其中块循环矩阵化以循

环的方式排列张量的切片。研究表明，与 Tucker

秩相比，张量平均秩能保留更多的切片结构信

息。由于张量平均秩的最小化同样是 NP 困难的，

因此张量核范数 (tensor nuclear norm, TNN) 被推

导为张量平均秩的凸代替。目前基于 t-SVD，研究

人员提出了不同的 TNN 定义[15, 17-18]。特别是 Lu 等[15]

推导出了一个新的张量核范数，并给出了严格的

理论保证：张量核范数是张量谱范数单位球内张

量平均秩的凸包络，该模型可以通过乘法器交替

方向进行求解 [19]，其中张量奇异值阈值法 (tensor
singular value thresholding，t-SVT) 是求解的关键步

骤。为了实现凸性， t-SVT 根据阈值相等地缩小

每个奇异值，忽略了关于奇异值的先验条件 [5]。

此外，TNN-TRPCA 有一个潜在的局限性，只是简

单地假设整个底层张量是低秩的，对于视觉数据

（如自然图像和视频）这样的假设通常难以满

足。因此，TNN-TRPCA 不能很好地恢复视觉数

据中的细节信息，特别是在结构复杂的数据中。

l1受到重加权 最小化方法 [20] 的启发，研究人

员借助非凸正则化器更精确地评估矩阵的奇异

值 [21-24]。并且，越来越多的理论和应用证明了非

凸优化方法的优越性 [25-27]。Gao 等 [28] 将加权张量

Schatten-p范数最小化 (weighted tensor Schatten-p
norm minimization, WTSNM) 和 t-SVD 结合起来求

解他们提出的模型 (enhanced tensor robust princip-
al component analysis, ETRPCA)，并开发了一种高

效的算法。然而，张量 tubal 秩在表征高阶张量之

间的相关性方面并不是很有效[29]。

针对上述问题，本文基于 Gao 等 [28] 的方法进

行改进，提出一种增强型 TRPCA 模型。首先引

入加权非凸型张量 Schatten-p范数对张量奇异值

进行不同等级的收缩，可自适应阈值来收缩不同

的张量奇异值，利用张量的全局低秩性更好地保

留张量数据的重要信息。针对张量数据受损严重

的问题，为了减少噪声干扰并简化数据结构，本

文提出了一种可低秩预分离的方法，可在大量噪

声干扰下提前将数据分离成近似的低秩结构和近

似的稀疏结构，以便后续算法可分别逐次提高噪

声分离效果。这样，可解决张量数据受损严重的

问题，提高被噪声破坏的观测数据的恢复精确度。

同时本文还提出了随机抖动机制，解决了高阶张

量之间相关性弱的问题。该机制利用噪声信息的

随机性削弱周期性噪声的影响，实现算法的正则

化，并约束了模型复杂度。为求解所提模型，本文

基于交替方向乘子法 (alternating direction method
of multipliers, ADMM) 进行优化，将多优化变量问

题转化为双闭式解问题简化处理。最后，进行了
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一系列的实验验证，将所提模型应用到高维数据

恢复任务中，包括彩色图像恢复、核磁共振图像

恢复、高光谱图像 (hyperspectral images, HIS) 及多

光谱图像 (multispectral image, MSI) 恢复、灰度视

频恢复等多个应用领域。在公开使用的标准数据

集上对本文所提出的算法进行了评估和比较。实

验结果表明，本文所提出的算法明显优于其他先

进的 TRPCA 算法，并且随着受损数据包含噪声

程度的不断增加，本文算法的恢复效果更好。 

1   基础知识和符号
 

1.1    符号说明

A
A

a a

A ∈ Rn1×n2×n3 ai jk A
A A(i, :, :)A(:, j, :) A(:, :,k)

A(i) A
A(i, j, :) A A A

A = fft(A, [ ],3)

A =
ifft(A, [ ],3)

本文引入关于张量的符号及相关定义，采用

大写粗体花式字母表示张量，如 ；采用大写粗体

字母表示矩阵，如 ；采用小写粗体字母表示向

量，如 ；采用小写字母表示标量，如 。对于一个

三维张量 ， 表示 中的每一个元素，

即 自身。 、  分别表示第

i 个水平切片、第 j 个侧面切片和第 k 个正面切

片 。 通 常 ， 用 表 示 的 第 i 个 正 面 切 片 ，

表示 的 tube。 表示 沿着第三维度的

快速傅里叶变换 (fast Fourier transform, FFT)，如
。同样地经过快速反傅里叶变换

(fast inverse Fourier transform, IFFT) 有，

。

A ∈ Rn1×n2×n3

A ∥A∥F =
√
Σi jk|ai jk|2

定义 1　（F范数[16]）对于三维张量 ，

的 Frobenius 范数为 。

A ∈
Rn1×n2×n3 A
A A(i)

定义 2　（对角矩阵 [ 1 6 ]）对于三维张量

，存在对角矩阵 ，其对角线上的每个块是

的正面切片 ，有

A = bdiag(A) =


A(1)

A(2)

. . .

A(n3)


A ∈

Rn1×n2×n3

n1n3×n2n3

定义 3　（块循环矩阵 [16]）对于三维张量

，其块循环矩阵是一种张量矩阵化方式，

大小为 ，形式为

bcirc(A) =


A(1) A(n3) · · · A(2)

A(2) A(1) · · · A(3)

...
...

. . .
...

A(n3) A(n3−1) · · · A(1)


定理 1[17]　块循环矩阵可通过下式块对角化：

(Fn3
⊗ In1

) ·bcirc(A) · (F−1
n3
⊗ In2

) = A

⊗ Fn3
n3×n3式中： 为克罗内克积， 为大小是 的离散

傅里叶变换 (discrete fourier transform，DFT) 矩阵，

In1
In2

n1×n1 n2×n2和 分别为大小是 和 的单位矩阵。

A ∈
Rn1×n2×n3

定义 4　（折叠和展开操作 [16]）对于张量

，有
unfold(A) = [A(1); A(2); · · · ; A(n3)]

fold(unfold(A)) =A
 

1.2    张量积和张量奇异值分解

A ∈
Rn1×n2×n3 B ∈ Rn1×n2×n3 A∗B
C ∈ Rn1×n2×n3

定义 5　（张量积 ( t - p r o d u c t ) [ 1 6 ] ）令

， ，则张量积 的运算结果为

。

C =A∗B = fold(bcirc(A) ·unfold(B))
n1×n2×n3 n1×n2

n3 = 1

的三维张量可以看作是 的二

维矩阵，矩阵中的每一个元素沿着第三维度方

向，称为 tube。由此可见，张量积是矩阵积运算的

拓展，使用循环卷积替代元素间的乘法运算。当

时，张量积退化为标准矩阵乘法。因此，使

得矩阵 RPCA 模型成为 TRPCA 模型的一个特例。

A B与 的张量积可以通过以下步骤有效地

计算：

A = fft(A, [ ],3) B = fft(B, [ ],3)1）计算 ， 。

A B C2）将 与 的每一个正面切片相乘得到 。

C = fft(C, [ ],3)3）计算 。

A ∈
Rn1×n2×n3 A

n3

A AT ∈ Rn2×n1×n3

定义 6　（共轭转置 [ 1 6 ]）对于三维张量

，首先将 的每个正面切片进行共轭转置，

再将转置运算后序号从 2 到 的正面切片按逆序

排列（第一个正面切片的位置固定不变）。即得

到 的共轭转置为 。

I ∈ Rn×n×n3

n×n

定义 7　（单位张量 [ 1 6 ]） 为单位张

量，它的第一个正面切片为大小为 的单位矩

阵，其余正面切片均为零矩阵。

Q ∈ Rn1×n2×n3

QT ∗Q = Q∗QT = I Q
定义 8　（正交张量 [ 1 6 ]）若 满足

，则 是正交的。

定义 9　（ f-对角张量 [16]）如果三维张量的每

一个正面切片都是对角矩阵，则称为 f-对角张量。

A ∈
Rn1×n2×n3 A

定理 2　（张量奇异值分解 (t-SVD)[16]）令

， 可以被分解为

A =U∗S∗VT

U ∈ Rn1×n1×n3 V ∈ Rn2×n2×n3

S ∈ Rn1×n2×n3

式中： ， ，二者为正交张量；

为 f-对角张量。

图 1 直观地给出了 t-SVD 分解。在数学计算

软件中可调用内置函数，使用傅里叶变换快速计

算 t-SVD。实现 t-SVD 的步骤如下：

A
A

1）  对 沿第三维度进行傅里叶变换，得到

。

A
U(i) S(i)

V(i)

2）  对 的每个正面切片进行矩阵奇异值分

解 (SVD)，得到分解后对应的 3 个张量 、 、

。
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U S V
3） 对 3 个张量进行反傅里叶变换，得到 t-SVD

的最终结果，即 、 、 。
 
 

= × ×
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1
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1
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3
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3
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n1×n2×n3图 1    张量的 t-SVD 示意

n1×n2×n3Fig. 1    Illustration of the t-SVD of an  tensor
 

需要注意，矩阵 SVD 分解是在复数域上进行

的，最后的反傅里叶变换后得到的必须是实数。

A ∈ Rn1×n2×n3

rankt(A) S

定义 10　（张量 tubal 秩 (Tensor tubal rank)[15]）

对于三维张量 ，其张量 t u b a l 秩记

，定义为 的非零奇异管道数量，可写为

rankt(A) = # {i,S(i, i, :)}
S A =U∗S∗VT式 中 来 自 t - S V D 中 。 张 量

tubal 秩是非凸的。

X ∈ Rn1×n2×n3

l =min(n1,n2)
定义 11　（张量核范数 [15]）给定 ，

，其核范数为

∥ X∥⊛ =
n3∑
i=1

∥ X(i)∥∗ =
n3∑
i=1

l∑
j=1

σ j(X(i)
)

S张量核范数为 的第一个正面切片的对角线

上奇异值之和，该类凸模型的最大优点是可以计

算最优解，但是张量核范数只是张量秩的一种凸

优化逼近，在多数情况下会导致这种近似可能太

松弛。因此，本文考虑引入一种非凸函数来更好

地逼近张量秩，以获得更好的局部解。 

2   增强型张量鲁棒主成分分析模型
 

2.1    模型的建立与目标

X
L

TRPCA 是一种典型的张量低秩表示方法。

它可从被损坏的张量数据 中精确地恢复低秩张

量数据 ，通过下述张量核范数模型[15]：

min
E,L
λ ∥ E∥1+ ∥ L∥⊛ s.t.X =L+E (1)

X λ

L l∗
E l1

式中： 为张量噪声数据； 为平衡项的正则化参

数； 为低秩恢复张量，其低秩性由 范数描述；

为稀疏恢复张量，其稀疏性由 范数描述。

根据定义 11，在处理张量核范数最小化问题

中，所得模型 (1) 对输入的张量数据所有奇异值

平等处理 [30-31]，当数据中存在一些异常值或离群

值时，会导致这些异常值对结果产生过大影响，

降低算法的鲁棒性，使得模型对数据中的异常值

或噪声更为敏感。对所有奇异值进行同等收缩可

能导致重要信息丢失，不同的奇异值代表了数据

中不同的重要特征，同等收缩会使得这些特征之

间的差异变得不那么明显，从而难以区分和识别

数据中的重要特征。

在实际应用中，较大的奇异值通常与图像的

颜色信息等一些突出信息相关联，较小的奇异值

通常含有过高的噪声信号或者异常值。而 TRPCA
在最小化张量核范数时并没有充分利用奇异值的

先验信息。因此，它不能很好地保留一些突出的

信息，如颜色信息。为解决这一问题，张量奇异

值部分和 (tensor partial sum of singular values,
TPSSV) 被提出，其目标函数为

min
E,L
λ ∥ E∥1+ ∥ L∥p=r s.t.X = L + E (2)

∥ L∥p=r =

n3∑
i=1

∥ L(i)∥p=r式中 。由式 (2) 可知，在解决

张量核范数最小化问题时，它不会收缩前 r 个最

大的奇异值，这表明与前 r 个最大奇异值相关的

信息与图像内容无关。然而由于这种假设条件极

其严格，在实际当中并不可行。

受上述启发，为了保留主要信息同时减小冗

余噪声干扰，应该使较大的奇异值收缩减小，同

时使较小的奇异值收缩增大。因此，引入加权张

量 Schatten-p范数。

X ∈ Rn1×n2×n3 h =min(n1,n2) X
定义 12　（加权张量 Schatten-p范数）对于给

定 的 ， ， 的 加 权 张 量

Schatten-p范数为

∥ X∥ω,S p =

(
n3∑
i=1

∥ X(i) ∥p
ω,S p

) 1
p

=

(
n3∑
i=1

h∑
j=1

ω j ∗σ j(X(i)
)

p) 1
p

由此，本文提出一种新的 TRPCA 模型，其目

标函数为

min
E,L
λ ∥ E∥1+ ∥ L ∥p

ω,S p s.t.X = L + E (3)

X
L lSchatten−p

E l1

式中： 为张量噪声数据；λ 为平衡项正则化参

数； 为低秩恢复张量，其低秩性由 范数描

述； 为稀疏恢复张量，其稀疏性由 范数描述。 

2.2    算法优化

X ∈ Rn1×n2×n3 Γ Γ0

本节将介绍基于噪声预分离与随机抖动正则

器的加权张量非凸型 Schatten-p范数的 TRPCA 模

型算法，该方法可应用于高维数据恢复。这些正

则项之和最小化问题的目标是找到一个最理想的

损失函数满足惩罚函数与目标函数之间求解出最

优闭式解的问题。通常，给定一个受损张量数据

，惩罚函数 ，目标函数 ，找到最小目

标函数：
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X∗ = argmin
L,E

∥ L ∥p
ω,S p +λ ∥ E∥1+Cℓ(Γ,Γ0)

s.t. X =L+E
(4)

ℓ Γ

Γ0 C

式中：损失函数 比较了惩罚函数 和目标函数

，常数 权衡损失函数和正则化项。

最小目标函数的求解取决于损失函数和正则

化项的选择，具体过程描述如下。 

2.2.1   加权张量非凸型 Schatten-p 范数最小化

问题

L E l1

前面提到本文使用加权张量非凸型 Schatten-
p 范数的 TRPCA 模型 (3),目标函数是需要获取

的 tubal 秩最小化和 的 范数最小化。假设它

们满足稀疏先验性，但不一定具有低秩先验性。

L E
L

在 TRPCA 最小化问题当中，主要研究的问题

是如何从一个被稀疏噪声损坏的张量数据中恢复

分别得到低秩部分 和稀疏部分 。而需要重点

关注低秩 的恢复，其包含原始数据的主要信息，

可近似看成对损坏数据的精确恢复数据。下面将

介绍本文所提出方法的基本框架，并在下述部分

展开描述详细的实现方法。

通过使用定理 2 中的 t-SVD 方法，本文给出

ADMM 的细节来求解式 (3)。受增广拉格朗日函

数的启发，可通过最小化下式来求解式 (3)：
Γ(L,E,Y,µ) = ∥ L ∥p

ω,S p +λ ∥ E∥1+

<Y,L+E−X > + µ
2
∥ L+E−X ∥2F

(5)

Y µ式中： 为增广拉格朗日乘子， 为避免线性约束

的惩罚参数，为正标量。

Γ L
E

lSchatten−p

l1

同时优化所有这些变量是很困难的。因此可

以通过最小化一个变量而固定其它变量来近似地

解决这个优化问题。这个过程就是所谓的交替方

向乘子法 ADMM。在多块 ADMM 框架下，通过

交替最小化增广拉格朗日目标函数 来更新 和

，在特定的权重排序下，式 (5) 对各变量的优化

问题可以等价地转化为独立的非凸 范数和

凸优化 范数 2 个子问题，且 2 个子模型均有闭式

解。利用 ADMM 得到的 2 个子模型及迭代增广

拉格朗日乘子项为

Lk+1 = argmin
L
∥ L ∥p

ω,S p +
µk

2
∥ L+Ek −X+

Yk

µk
∥2F (6)

Ek+1 = argmin
E
λ ∥ E∥1+

µk

2
∥ Lk+1+E−X+

Yk

µk
∥2F (7)

Yk+1 =Yk +µk(Lk+1+Lk+1−X) (8)
对此本文给出了解决以上 2 个子模型的求解

细节：

E Lk+1 Yk µk子模型　固定 ， ， 。根据软阈值算

法，可将式 (7) 改写为

Ek+1 = D λ

µk

Å
X−Lk+1−

Yk

µk

ã
(9)

Dτ(x)

E
式中 是软阈值算子 [32]，作用是改变稀疏部分

的数值。其定义为

Dτ(x) =
ß

sign(x)(|x| −τ),
0,

|x| > τ
|x| ⩽ τ

L Ek Yk µk子模型　同样地，固定 ， ， 。为求解

式 (6)，可使用广义软阈值算法 (generalized soft-
thresholding algorithm，GST)[33] 求解其全局最优

解。通过以下引理和定理展开讲解。

∈ Rn1×n2 r =min(n1,n2) τ > 0

0 ⩽ ω1 ⩽ ω2 ⩽ · · · ⩽ ωr Y = UYΣYVY
T

Σ = diag(σ1,σ2, · · · ,σr)

定理 3[28]　存在 Y , , ,
,令 Y 的 SVD 为 ，

且 ，假设所有奇异值均为非

升序，则下述模型

argmin
X

1
2
∥ X−Y ∥2F +τ ∥ X ∥p

ω,S p (10)

根据 Von-Neumann 的迹不等式[34]，可以找到式 (10)
的一个闭型全局最优解为

Xτ∗ω[Y] = UY∆τ∗ω[Y]VY
T

∆τ∗ω[Y] = diag(δ1, δ2, · · · , δi) δi且 ，其中 由下式给出： min
δ1 ,··· ,δr

r∑
i=1

[
(δi−σi)2+ωiδi

p
]
, i = 1,2, · · · ,r

s.t. δi ⩾ 0, δi ⩾ δ j, i ⩽ j
(11)

δi ⩾ δ j, i ⩽ j

σi ⩾ 0

δi ⩾ 0

即使将模型 (10) 变换为简化后的式 (11)，由
于目标函数的非凸性和非光滑性，加上附加的阶

约束 (即 )，求解该问题仍然是困难的。

在不失一般性的前提下，由于奇异值 ，因此

可以放弃非负约束 。很显然，如果式 (11) 中
的约束可以被丢弃，那么问题就可以解耦成 r 个
独立的子问题，从而降低求解难度，将通过下述

引理进行求解。

引理 1　对于下述优化模型：

min
δi⩾0

fi(δ) = (δi−σi)2+ωiδi
p, i = 1,2, · · · ,r (12)

ωi对于给定的 p和 ，存在一个特定的阈值：

τGST
p (ωi) = (2ωi(1− p))

1
2−p +ωi p(2ωi(1− p))

p−1
2−p

由此可以得出如下结论：

σ ⩽ τGST
p (ωi)

T GST
p (σi,ωi)

1 ) 当 时 ， 式 ( 1 2 ) 的 最 优 解

=0。
σ > τGST

p (ωi)

T GST
p (σi,ωi) = sign(σi)S GST

p (σi,ωi) S GST
p (σi,ωi)

S GST
p (σi,ωi)−σ+ωp(S GST

p (σi,ωi))p−1 = 0

2 ) 当 时 ， 式 ( 1 2 ) 的 最 优 解

， 其 中

可由 求解得到。

δi δi = T GST
p (σi,ωi)由此可求得式 (10) 中 ，其中 。

A ∈ Rn1×n2×n3 r =min
(n1,n2) τ > 0 0 ⩽ ω1 ⩽ ω2 ⩽ · · · ⩽ ωr A =U∗S∗VT

定理 4 [ 2 8 ] 　 假 设 存 在 ，

， ， ，令 ，

给出模型：
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argmin
X

1
2
∥ X−A ∥2F +τ ∥ X ∥p

ω,S p (13)

然后，由定理 3 可得模型 (13) 的全局最优解为

X∗ = Xτ∗ω[A] =UA ∗ ifft(Sτ∗ω[A])∗VAT

Sτ∗ω[A] S
τ∗ω[A

(i)
] Sτ∗ω[A]式中： 为一个三维张量， 为 的

第 i个正面切片。

证明　在傅里叶域中，式 (13) 等效为

argmin
X

1
2
∥ X−A ∥2F +

n3∑
i=1

τ ∥ X
(i)

∥p
ω,S p

根据定义 1，可得到

argmin
X

n3∑
i=1

Å
1
2
∥ X(i)− A

(i)

∥2F +τ ∥ X
(i)

∥p
ω,S p

ã
(14)

X
(i)

X式中 为 的第 i个正面切片。

X
(i)

n3

n3

在式 (14) 中，每一个变量 都是独立的，因

此可将其拆解为 个独立的子问题考虑。对于
第 i个 (i = 1, 2, ···, ) 子问题，有

argmin
X

(i)

1
2
∥ X

(i)

− A
(i)

∥2F +τ ∥ X
(i)

∥p
ω,S p

由定理 3 可知，式 (14) 的全局最优解为

X
(i) ∗
= X

τ∗ω[A
(i)

]
= U

(i)

A ∆
τ∗ω[A

(i)
]
V

(i)

A
T

X
(i) ∗
X∗式中全局最优解 是 的第 i 个正面切片。由

于已经得到了所有子问题的全局最优解，根据

1.1 小节中介绍过的反傅里叶变换，可以得到优化

模型 (13) 的全局最优解：

X∗ = Xτ∗ω[A] =UA ∗ ifft(Sτ∗ω[A])∗VAT，

UA = ifft(UA, [ ],3) VA = ifft(VA, [ ],3)式中： ， 。

阐述完引理及定理，回到求解模型 (6)。根据

定理 4 可知，Λ 子模型 (6) 的全局最优解为
Lk+1 =L

µk
−1∗ω
î
X−E− Y

µk

ó =
U
X−E− Y

µk

∗ ifft
Å
S
µk
−1∗ω
[
X−E− Y

µk

]ã∗VT

X−E− Y
µk

(15)

下面使用算法 1 总结本文提出的加权张量

Schatten-p范数 TRPCA 模型求解方法的整个优化

过程。图 2 直观地给出了所提出模型针对高维数

据恢复的流程。
 
 

受损视频

受损彩色图像

受损 HSI 图像

受损 MRI 图像

帧

RGB

通道

波段

切片

t-SVD







加权 

Schatten-p

收缩 '



 

图 2    加权张量 Schatten-p范数 TRPCA 模型概述

Fig. 2    Overview of the weighted tensor Schatten-p norm TRPCA model
 

算法 1　基于张量加权非凸型 Schatten-p 范

数的 TRPCA 算法

X ω

λ

输入　观测张量数据 ，权重向量 ，正则化

参数

L E输出　低秩恢复 ，稀疏恢复

µ0 = 1×10−4 ρ = 1.1 k = 0 µmax = 1×1010

ε = 1×10−8 L0 = E0 = 0 Y0 = 0

初始化　 , , , ,
, ,

通过 ADMM 求解模型 (3)：
while 不收敛 do

Ek+11）根据模型 (9) 更新

Lk+12）根据模型 (15) 更新

Yk+13）根据模型 (8) 更新

µk+1 =min(ρµk,µmax) µk+14）通过 更新

5）判断收敛性

∥ Ek+1−Ek∥F ⩽ ε ∥ Lk+1−Lk∥F ⩽ ε ∥ Lk+1+Ek+1−
X∥F ⩽ ε

, ,
 

end while 

2.2.2   低秩预分离

L E

在上文中已知 TRPCA 是对受损数据去除噪

声或异常值，通过降维方法张量奇异值分解 t-SVD
从中提取主要信息使得受损数据得以恢复。而恢

复后的数据包括低秩分量 和稀疏分量 共 2 部

分。所以本文考虑高维数据可能受到较大程度损

坏的情况，对其进行预处理，使得其在进行 TRPCA
方法之前已经提前获得近似含有低秩信息和稀疏

噪声信息的两分支，将噪声预分离后的 2 部分分

别作为受损数据输入，再次使用 TRPCA 降维处

理。预处理阶段通过识别和分离出数据中的噪声

成分，从而使数据更加干净，减少噪声对数据分

析结果的影响，有利于后续的分析和建模过程，

在此基础上再进行降维处理相较之前更具有明确

性和鲁棒性。

基于低秩预分离的方法可以预先处理一个含

有大量噪声的受损数据对低秩恢复数据及异常数
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据的提前分离能力，其基本流程如下所述。

X

L′

1）平滑化处理。为了减少噪声干扰并简化数

据结构，本文考虑首先利用滤波算法[35-36]（如中值

滤波、高斯滤波和小波变换滤波等，针对不同类

型的噪声数据可分别选择其相对适宜的滤波算

法）对受损张量数据 进行分解。可将首次滤波

后结果视为低秩恢复数据，即得到噪声预分离后

的近似低秩部分 ，实现初步筛选低秩结构。

X
L′

E′

E′ = X−L′

2）作差处理。通过将受损张量数据 与近似

低秩部分 做差法计算，可自动筛选出近似异常

数据，即得到噪声预分离后的近似稀疏部分 ，其

中 。

X L′

E′

通过上述预分离的思想可初步筛选出受损严

重的张量数据 中的近似低秩部分 和近似稀疏

部分 ，实现低秩结构的预分离。该方法的具体

过程如图 3 所示。
 
 

01

02

0

高维张量


滤波

近似低秩张量

近似稀疏张量

'

'

TRPCA

TRPCA

− +

 
图 3    低秩预分离流程

Fig. 3    Flowchart of low-rank pre-separation
  

2.2.3   随机抖动机制

考虑到高维数据中第 3 维度相邻切片一致性

较弱，提出随机抖动机制来增强一致性。如在连

续视频帧中，使每一帧均加入随机的轻微抖动

(jitter)，则信号或图像特征（如边缘和纹理）在相

邻帧之间的位置差异会相对减小。由此，当对多

帧进行平均或采用时域滤波时，随机出现且不随

时间连续的噪点（其在不同帧之间不具有一致

性）会被削弱，使得图像信息得以保留和加强。

张量数据受到噪声破坏时，通过 TRPCA 模型

恢复低秩张量的过程中可能出现过拟合情况，加

入随机抖动机制可破坏周期性噪声从而增加数据

的随机性减少数据对特定噪声模式的依赖来削弱

过拟合情况。jitter 可改变噪声在图像中的分布，

使得噪声分布不规律从而破坏噪声的可预测性。

正是通过利用受损数据中噪声信息的随机性来正

则化算法，以减少过拟合并且提高鲁棒性，有助

于约束 TRPCA 模型的复杂度，可简化上文所提

出的非凸 TRPCA 后续恢复过程。

受文献 [37-38] 的启发，本文提出的随机抖动

正则器具有隐式形式。在将输入图像数据传送

ℓ到 TRPCA 损失函数 之前，可随机选择区域优

化。由此可将式 (4) 改写为

X∗ = argmin
L,E

∥ L ∥p
ω,S p +λ ∥ E∥1+

CEς[ℓ(Γ(jitter(X;ς)),Γ0)]
s.t. X =L+E

ℓ Γ(·) Γ0

E[·] ς = (ς1, ς2)

{0 , · · · , T −1}2

T −1

jitter(·) X

式中： 为惩罚函数 和目标函数 之间的损失

计算； 为数学期望； 为均匀分布在集

合 中的离散随机变量，表示最多

个像素的随机水平或垂直翻转。运算符

对张量数据 进行如下转换和分割：

[jitter(X;ς)](v,u) = X(v+ς2,u+ς1)
v u 1 ⩽ v ⩽

n1−T +1 1 ⩽ u ⩽ n2−T +1

式中： 为索引图像行， 为索引图像列，

且 。随机抖动正则化机

制每次随机索引一个区域进行优化，期间可出现

相互重叠情况（每次索引区域可不一致），经多次

索引迭代过程后，将输入数据的完整区域全部进

行索引，作为末次迭代终止项。随机抖动机制的

示意如图 4 所示。
 
 

1

3

4

n−1

2

...

...

...

...

...

n

 
图 4    随机抖动机制示意

Fig. 4    Illustration of the random jitter mechanism
  

3   实验结果与分析

EPSNR

ESSIM EFSIM

在实验中将选择一些先进的经典 TRPCA 模

型方法作为对比方法，包括基于克罗内克基表示

的 KBR 方法[39]、基于 t-SVD 的 TNN 方法[15]、基于

凹凸分离型 t-SVD 的 CCSVS 方法 [40] 与本文所提

方法进行比较。分别在彩色图像恢复、核磁共振

图像恢复、高光谱及多光谱图像恢复、灰度视频

恢复 4 种应用中展开实验。实验将从定量和定性

两方面分析实验结果，采用原始数据、受损数据

和恢复数据肉眼定性评估。采用峰值信噪比

(peak signal-to-noise ratio, PSNR) （以 dB 为单

位）、结构相似度 (structural similarity, SSIM)
、特征相似度 (feature similarity, FSIM) 、

CPU 运行时间（以秒为单位）定量质量指标来评

价方法的性能。前 3 个评估指标定义如下：
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EPSNR = 10log10

N(maxL)2

∥ L(:, :, i)−L0(:, :, i) ∥2F
(16)

ESSIM =
(2µLµL0

)(2σLL0
+ c2)

(µ2
L+µ

2
L0
+ c1)(σ2

L+σ
2
L0
+ c2)

(17)

EFSIM =

∑
x∈Ω

S L(x) ·PCm(x)

∑
x∈Ω

PCm(x)
(18)

L0 L0(:, :, i) i
L maxL L

µL µL0 L L0 σLL0

L L0 σL σL0 L L0

c1 c2 S L(x)

PCm(x)
S L(x)

Ω

式 (16) 中： 为观测张量， 为第 帧图像，

为 恢 复 张 量 ， 为 的 最 大 像 素 值 。 式

(17) 中： 和 分别为图像 和 的均值， 为

和 的协方差， 和 分别为 和 的标准方

差， 和 均为常数。式 (18) 中 是相位一致

性特征 (phase congruency, PC) 和梯度特征 (gradi-
ent magnitude, GM) 的融合的相似度， 为衡

量 在 2 张图像中全局相似性的重要程度，

为整个图像空间域。对于 PSNR 值越高越好，

SSIM 值和 FSIM 值越接近 1 越佳。 

3.1    彩色图像恢复

在本实验中，将验证并评估本文方法及其它

对比方法对损坏的彩色图像的恢复效果。选择

Berkeley Segmentation 数据集作为图库，随机选择

50 张彩色图像进行测试。每张图像的大小为

481×321×3 像素。对于每张图像，人为添加随机

噪声，分别设置随机噪声，使 10%、20%、30% 的

像素被设置为 [0, 255] 中的随机值，并且损坏像素

的位置未知。每个彩色图像包括 3 个颜色通道，

即红、绿、蓝，可以看作是一个三阶张量。所有

3 个通道的图像都在相同的像素位置进行损坏。

λ = 1/
√

3max(n1,n2)
µ0 = 1×10−4 ρ = 1.1 k = 0 µmax = 1×1010 ε = 1×
10−8

对于其他的对比方法，设置的参数与其参考原文

相同。由于本文方法是在 Gao 等[28] 的方法上进行

改进，初始化设置正则化参数 ，

， ， ， ，

，均来自原文献。对于在不同噪声等级下可

调参数 p 的选取，同样参考原文献，并在后续

3.2 小节中进行了参数敏感度的具体分析。通过

仿真分析证明 p值选取的合理性，并在具体应用

任务当中加以微调，争取达到最优效果。低秩预

分离平滑化过程选择中值滤波器，随机抖动正则

器每次迭代选择的区域大小均为 80 像素×80 像

素，迭代次数为 20 次。

表 1 给出了所有对比方法在不同噪声等级下

对于 50 张彩色图像的平均恢复结果。从这些结

果可以看出，本文方法的 3 个评估指标均较对比

方法有更好的性能，几乎在所有情况下都达到了最

高的 PSNR、SSIM 及 FSIM 值。该方法比较为先

进的 TNN 方法在 PSNR 上平均提高 3.37~5.19 dB，

优于仅使用低秩信息的一般方法。KBR 与 CCSVS
方法随噪声等级的增加恢复效果明显变差，具有

较差的鲁棒性，不如本文方法。但是由于本文方

法每次迭代需要更多的计算量，因此在运行时间

指标上表现出一般的性能。此外在数据中显示，

当张量 Schatten-p范数中的 p=0.9 时，本文方法在

处理较低噪声等级的数据时获得了最好的平均结

果；当 p=0.95 时，在较高噪声等级的数据恢复中

具有更好的性能。由此可得出结论：随着噪声等

级增加，其他方法降噪效果明显下降，本文方法

仍可通过调节 p的取值来保持较好恢复效果。
 
 

表 1    不同噪声等级下彩色图像恢复的平均质量评估指标比较
Table 1    Comparison of average quality assessment metrics for color image restorations at different noise levels

 

噪声等级 评估指标 Observed KBR TNN CCSVS
本文方法

(p=0.9) (p=0.95)

10%

PSNR 16.36 31.20 29.26 33.62 34.45 31.17

SSIM 0.43 0.90 0.94 0.95 0.97 0.95

FSIM 0.74 0.95 0.95 0.96 0.98 0.96

CPUtime — 16.53 14.35 15.07 33.16 31.87

20%

PSNR 13.35 25.24 26.31 25.13 24.10 29.68

SSIM 0.31 0.75 0.87 0.74 0.83 0.92

FSIM 0.74 0.89 0.91 0.90 0.87 0.95

CPUtime — 18.16 13.83 18.13 33.39 32.61

30%

PSNR 11.59 16.77 22.04 16.32 20.22 25.62

SSIM 0.24 0.35 0.69 0.32 0.64 0.82

FSIM 0.60 0.68 0.84 0.67 0.72 0.86
CPUtime 0.00 19.25 13.80 19.02 31.93 30.54

注：加黑和下划线代表最优和次优的结果，下同。
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图 5 以 50 张彩色图像为例，分别列出了各种

对比方法的 PSNR、SSIM 和 FSIM 值，并定量地证

明本文的恢复效果优于所有其他方法。可看出

在 10% 噪声等级下，本文方法 p=0.9 时 3 个评估

指标均取得最优效果， p= 0 . 9 5 时在 S S I M 和

FSIM 评估指标中均取得次优效果。
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图 5    彩色图像恢复结果的 PSNR 值、SSIM 值及 FSIM 值比较 (10% 噪声等级)
Fig. 5    Comparison of the PSNR, SSIM and FSIM for color image restorations (10% noise level)

 

图 6 从 50 张彩色图像中任意选取 5 张图像

为例，分别为 10% 噪声等级下本文方法与多种对

比方法的原始图像、噪声图像及其恢复图像。从

这些恢复图像中不难看出，本文方法的性能比其

他方法好得多。原因是其他方法仅利用了低秩先

验条件下数据的多维结构，而本文方法除了利用

低秩先验之外，还利用了局部平滑先验。这比仅

仅在矩阵上使用低秩先验要好。使用本文方法得

到的恢复图像视觉更清晰，边缘更锐利，从而从

视觉上证明了本文方法在测试数据集上取得良好

的效果。总之，本文方法显示出强大的恢复能

力，在可视化中产生更令人满意的去噪恢复结

果，并且在定量上具有更高的 PSNR、SSIM 及 FSIM
指标。

 
 

(PSNR,SSIM,FSIM) (16.52,0.4,0.74) (36.78,0.98,0.99) (33.33,0.96,0.97)

(PSNR,SSIM,FSIM) (13.78,0.30,0.59) (35.07,0.98,0.99) (31.64,0.97,0.98)

(a) 原始图像 (b) 观测图像 (c) KBR (f) (p=0.90)
本文方法

(g) (p=0.95)
本文方法

(PSNR,SSIM,FSIM) (13.95,0.33,0.73) (31.69,0.96,0.98) (29.62,0.94,0.96)

(PSNR,SSIM,FSIM) (38.1,0.99,0.99) (34.36,0.97,0.98)

(PSNR,SSIM,FSIM) (16.27,0.34,0.64) (37.29,0.98,0.99) (34.34,0.97,0.98)

(31.97,0.9,0.95)

(32.51,0.92,0.96)

(27.94,0.88,0.94)

(33.61,0.95,0.97)(15.66,0.43,0.79)

(35.36,0.93,0.96)

(31.28,0.95,0.96)

(28.99,0.96,0.96)

(d) TNN

(27.86,0.92,0.94)

(32.39,0.96,0.97)

(32.13,0.96,0.97)

(e) CCSVS

(30.49,0.96,0.97)

(36.85,0.97,0.98)

(36.44,0.97,0.99)

(32.87,0.97,0.99)

(33.64,0.97,0.98)

 

图 6    10% 噪声等级下的彩色图像恢复结果比较

Fig. 6    Comparison of color image restorations results at 10%noise level
 
 

3.2    MRI 图像恢复

为了证明所提出模型针对高维数据恢复的有

效性，在本小节中测试了 MRI 数据集，大小为 181×
217×40 像素，并对其分别加入 10%、20%、30% 的
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随机噪声。本实验中本文方法及其他对比方法

的参数配置与上一实验相同，对于可调参数 p
值的选取最终以实验结果和敏感性分析加以

确定。

表 2 列出了不同噪声等级下 MRI 数据集各切

片的平均 PSNR、SSIM、FSIM 值和运行时间。可

以看出本文方法在噪声等级不断增加的情况下仍

然保持较好的 PSNR、SSIM、FSIM 值。但由于本

文方法需要较大的计算量，所以在运行时间上没

有明显优势，KBR 方法具有最短运行时间。从

表 2 中明显可以看到当噪声等级为 10% 时，本文

方法 p=0.7 取得最优效果；当噪声等级为 20% 时，

本文方法 p=0.8 取得最优效果；当噪声等级为

30% 时，本文方法 p=0.9 取得最优效果。由此可

见随着噪声等级的增加，可通过增大 p的取值来

保持本文方法的优势。
 
 

表 2    不同噪声等级下 MRI 数据所有切片恢复的平均质量评估指标比较
Table 2    Comparison of average quality assessment metrics for all slices of the MRI data restorations at different noise levels
 

噪声等级 评估指标 Observed KBR TNN CCSVS
本文方法

(p=0.7) (p=0.8) (p=0.9)

10%

PSNR 14.41 24.464 35.782 36.273 40.428 39.302 37.490

SSIM 0.262 0.756 0.970 0.972 0.984 0.981 0.975

FSIM 0.714 0.841 0.974 0.976 0.988 0.985 0.979

CPUtime — 26.029 41.430 47.094 94.595 95.578 94.619

20%

PSNR 11.394 24.075 34.021 34.506 22.176 37.156 35.778

SSIM 0.135 0.737 0.955 0.958 0.626 0.966 0.963

FSIM 0.555 0.830 0.963 0.966 0.804 0.976 0.971

CPUtime — 31.456 40.911 43.785 106.219 94.387 93.969

30%

PSNR 9.635 22.840 32.086 32.457 18.138 20.451 34.347

SSIM 0.085 0.688 0.925 0.926 0.593 0.625 0.956

FSIM 0.459 0.807 0.948 0.949 0.769 0.830 0.974

CPUtime — 21.718 40.195 47.509 137.692 99.816 93.923
 

图 7 为 10% 噪声等级下，针对 MRI 数据集中

的每个图像，提取 10 个相邻切片的 PSNR 和

SSIM 值对比。可直观地注意到本文方法明显优

于其他对比方法。
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图 7    MRI 图像恢复中相邻 10 个切片的 PSNR 值及 SSIM 值比较 (10% 噪声等级)
Fig. 7    Comparison of the PSNR and SSIM of 10 adjacent slices of the MRI image restorations (10% noise level)

 

η

图 8 给出了调节参数 p在 MRI 数据集上的灵

敏度分析。通过对 p值的敏感性分析，可以发现

当 介于 1.1~1.4 时，算法能够取得较好的性能表

现。随着 p值的减小，曲线的峰值有所右移，进一

η = 2.1− p

η

步表明 的选择是合理的。为了验证这

一选择的普适性，对不同 p值进行了进一步的实

验分析。结果表明，p值在 0.7~0.9 的设置与灵敏

度 的变化相得益彰，能够达到最佳的性能。因
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此，通过敏感性分析，最终确定了 p值范围的最优

设置。该参数组合在不同数据集和应用场景中

均能稳定表现，具有较强的通用性，避免了依赖

先验知识的局限性，能够更好地推广到实际应

用中。

图 9 给出了不同方法在噪声等级分别为

10%、20% 和 30% 的 MRI 图像中第 23 个切片及

第 40 个切片的恢复结果，其中本文方法的恢复图

像选取的为 p 取最优值时的结果。可明显看出

KBR 方法效果明显不佳，对比之下 CCSVS 方法

逐渐占有优势，但随噪声等级增加，图像恢复后

的轮廓及细节清晰度仍不及本文方法。本文方法

恢复后的脑图纹路清晰度几乎高度还原于原始

MRI 图像。随着噪声等级的增加，其他对比方法

的恢复效果明显降低，本文方法优势最佳。
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η图 8    MRI 参数 调节的灵敏度

ηFig. 8    Sensitivity for the parameter  tuning on MRI
 
 

(b) 观测数据(a) 原始数据
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(c) KBR (d) TNN (f) 本文方法(e) CCSVS 

图 9    不同噪声等级下 MRI 图像的恢复结果比较

Fig. 9    Comparison of MRI image restorations at different noise levels
  

3.3    高光谱及多光谱图像恢复

200×200×80 512×512×31

本实验分别采用一张高光谱图像和一张多光

谱图像，选自高光谱遥感数据库中的 P a v i a
Centre 和哥伦比亚 MSI 数据库中的 Cloth 进行测

试，大小分别为 像素和

像素，并对其分别加入 10%、20%、30% 的随机噪

声。本实验中本文方法及其他对比方法的参数配

置与上一实验相同。

表 3 列出了各种方法对高光谱或多光谱图像

在不同噪声等级下各波段的平均 PSNR、SSIM、

FSIM 值和运行时间。从表 3 中可以看出随着噪

声等级的增加，本文方法均在 PSNR、 SSIM、

FSIM 值中取得最优效果，且增大 p的取值可获得

更好效果，CCSVS 方法取得次优效果，KBR 方法

效果明显不如其他方法，但在运行时间方面占据

显著优势。

图 10 选取不同噪声等级下的所有对比方法

恢复的高光谱或多光谱图像的第 23 波段，其中本

文方法的恢复图像选取的为 p 取最优值时的结

果。可以清楚地看到，本文方法的恢复效果与

CCSVS 方法相似，观测数据中噪声被去除，并且

图像中的纹理和边缘也得到了很好的保留，多光

谱图像 Cloth 中 KBR 方法在各个噪声等级中肉眼

可见的恢复能力不及本文方法。
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表 3    不同噪声等级下高光谱或多光谱图像所有波段恢复的平均质量评估指标比较
Table 3    Comparison of  average quality assessment metrics  for all  bands of  the HSI or MSI restorations at  different noise

levels
 

数据名称 噪声等级 评估指标 Observed KBR TNN CCSVS
本文方法

(p=0.7) (p=0.8) (p=0.9)

Pavia Centre

10%

PSNR 14.517 33.914 46.808 48.527 50.163 49.352 47.580

SSIM 0.275 0.968 0.990 0.989 0.992 0.990 0.990

FSIM 0.723 0.980 0.993 0.993 0.995 0.994 0.993

CPUtime — 53.861 106.027 126.362 229.713 231.269 228.012

20%

PSNR 11.508 32.752 44.382 46.076 32.478 47.492 45.590

SSIM 0.128 0.960 0.987 0.987 0.954 0.989 0.988

FSIM 0.578 0.976 0.991 0.991 0.966 0.993 0.992

CPUtime — 44.452 82.287 139.987 243.034 227.451 229.478

30%

PSNR 9.752 31.424 41.670 43.070 30.634 33.508 43.171

SSIM 0.075 0.948 0.983 0.983 0.899 0.938 0.985

FSIM 0.491 0.968 0.989 0.989 0.923 0.959 0.990

CPUtime — 40.477 82.101 137.48 233.538 225.842 219.516

Cloth

10%

PSNR 14.299 32.044 43.785 44.377 45.903 44.730 42.774

SSIM 0.220 0.910 0.982 0.981 0.983 0.982 0.979

FSIM 0.747 0.974 0.993 0.993 0.995 0.994 0.992

CPUtime — 167.142 280.850 399.545 746.958 743.875 774.065

20%

PSNR 11.279 30.515 41.125 42.002 26.831 42.702 40.792

SSIM 0.098 0.876 0.976 0.977 0.742 0.977 0.974

FSIM 0.645 0.960 0.991 0.991 0.904 0.993 0.991

CPUtime — 192.463 273.508 467.607 616.027 732.908 723.937

30%

PSNR 9.522 29.902 37.837 37.097 20.881 38.284 38.283

SSIM 0.057 0.856 0.960 0.959 0.361 0.956 0.962

FSIM 0.589 0.952 0.988 0.988 0.899 0.990 0.989

CPUtime — 172.350 270.983 464.727 805.050 711.454 706.676
 

 
 

原始数据 观测数据 本文方法

10% 噪声等级

20% 噪声等级

30% 噪声等级

噪声等级

噪声等级

噪声等级
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(a) 原始数据 (b) 观测数据 (c) KBR (f) 本文方法

噪声等级

噪声等级

噪声等级

10% 噪声等级

20% 噪声等级

30% 噪声等级

(d) TNN (e) CCSVS 

图 10    不同噪声等级下对高光谱和多光谱图像的恢复结果比较

Fig. 10    Comparison of HIS and MSI restorations at different noise levels
  

3.4    灰度视频恢复

灰度视频序列本质上是一个三阶张量，每

一帧都是一个灰度图像，可以用一个低 tubal 秩
张量来近似。在本实验中，测试视频来源于 YUR
视频数据库 ,从中选取了 2 个视频进行展示 ,即
Road 和 Suzie，测试视频的大小分别为 158 像素×
238 像素×24 像素和 144 像素×176 像素×150 像

素，并对其分别加入 10%、20%、30% 的随机噪

声。本实验中本文方法及其他对比方法的参数配

置与上一实验相同。

表 4 给出了各种方法对 2 个视频在不同噪声

等级下每一帧的平均 PSNR、SSIM、FSIM 值和运

行时间。从表 4 中可以看出不论哪一种噪声等级

下，本文方法均在 PSNR、SSIM、FSIM 值中取得

最优效果，KBR 方法在运行时间方面占据显著优

势。在不同噪声等级下，KBR 方法恢复效果均明

显低于其它方法，并且本文可通过调节增加 p 的

取值来获得最好效果。
 

表 4   不同噪声等级下灰度视频恢复的逐帧平均质量评估指标比较
Table 4    Comparison of average quality assessment metrics for all frames of grayscale video restorations at different noise levels
 

数据名称 噪声等级 评估指标 Observed KBR TNN CCSVS
本文方法

(p=0.7) (p=0.8) (p=0.9)

Road

10%

PSNR 15.085 22.416 27.416 28.643 30.685 29.511 28.456

SSIM 0.271 0.870 0.945 0.953 0.963 0.956 0.948

FSIM 0.719 0.908 0.951 0.960 0.971 0.964 0.956

CPUtime — 13.732 21.702 23.168 55.906 55.977 55.187

20%

PSNR 12.064 22.365 27.175 28.199 20.781 29.007 28.985

SSIM 0.146 0.857 0.937 0.941 0.786 0.950 0.942

FSIM 0.565 0.903 0.947 0.952 0.833 0.959 0.952

CPUtime — 11.576 21.232 23.594 55.659 55.191 54.733

30%

PSNR 10.300 22.112 25.587 26.690 18.613 20.613 27.506

SSIM 0.096 0.806 0.896 0.930 0.742 0.767 0.932

FSIM 0.473 0.882 0.940 0.943 0.806 0.832 0.946

CPUtime — 10.246 21.093 22.232 54.724 52.683 53.848

Suzie 10%

PSNR 15.702 25.885 34.099 34.554 25.191 37.233 35.485

SSIM 0.152 0.771 0.943 0.944 0.765 0.961 0.951

FSIM 0.595 0.848 0.959 0.961 0.883 0.974 0.966

CPUtime — 63.796 91.074 106.616 237.007 224.834 221.463
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图 11 给出了不同噪声等级下的所有对比方

法恢复的测试视频的第 23 帧，其中本文方法的恢

复图像选取的为 p取最优值时的结果。可以清楚

地看到，Road 视频中 KBR 方法恢复后有明显虚影，

Suzie 视频中 KBR 方法恢复后的人物轮廓模糊，

在噪声等级较大时 CCSVS 方法仍存在部分噪声，

本文方法的人物边缘清晰度优于 TNN 方法与

CCSVS 方法，且明显具有比 KBR 更好的性能特征。
 
 

(a) 原始数据 (b) 观测数据 (f) 本文方法

10% 噪声等级

20% 噪声等级

30% 噪声等级

10% 噪声等级

20% 噪声等级

30% 噪声等级

(c) KBR (d) TNN (e) CCSVS 

图 11    不同噪声等级下灰度视频的恢复结果比较

Fig. 11    Comparison of grayscale video restorations at different noise levels
  

4   结束语

本文提出了一种增强型 TRPCA 模型，该模型

同时利用了低秩先验结构和局部平滑性。本文模

型利用加权张量非凸型 Schatten-p范数对张量秩

进行松弛，通过区别对待奇异值来更大程度地保

留重要信息同时去除稀疏噪声干扰。在面对受损

张量数据噪声等级较大的情况，针对性地提出了

低秩预分离的方法实现受损数据的近似低秩部分

和近似稀疏部分的提前分离，同时利用随机抖动

机制对受损数据中第三维度增加一致性且对噪声

信息的随机性来正则化算法，以减少过拟合并且

提高鲁棒性。针对所提出的模型利用 ADMM 的

算法进行求解，并将该模型应用到高维数据恢复

实验当中，如彩色图像恢复、核磁共振图像恢复、

高光谱或多光谱图像恢复及灰度视频恢复 4 个

应用。

大量实验表明，在多数情况下，本文模型在定

性和定量评估指标上均取得不错效果，优于 KBR、

续表 4

数据名称 噪声等级 评估指标 Observed KBR TNN CCSVS
本文方法

(p=0.7) (p=0.8) (p=0.9)

20%

PSNR 12.690 25.217 33.263 33.612 22.425 24.425 34.644

SSIM 0.070 0.750 0.932 0.930 0.684 0.744 0.940

FSIM 0.424 0.832 0.952 0.953 0.731 0.831 0.961

CPUtime — 64.217 90.996 117.282 242.496 232.436 220.572

30%

PSNR 10.933 24.967 32.326 31.512 20.133 23.133 33.936

SSIM 0.043 0.744 0.911 0.888 0.535 0.725 0.891

FSIM 0.337 0.829 0.943 0.932 0.767 0.802 0.954

CPUtime — 62.648 90.041 115.788 247.018 243.563 221.003
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TNN、CCSVS 这 3 种最先进的方法。但是所需

CPU 运行时间较长，这是由于基于 Schatten-p 范

数的非凸优化问题需要对每个张量奇异值进行不

同等级的收缩，并且常常需要更多的迭代次数来

收敛从而产生更多运算量，消耗了较多时间。不

过在处理第 3 通道数目相对较低的张量数据时是

可以接受的等待时间范围。考虑到本文方法能够

实现优越的图像处理效果，可以平衡所需的时间

代价，未来考虑可在运行速度上进一步提高。
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