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摘　 要：聚类算法是数据分析中广泛使用的方法之一，而类别数往往是决定聚类算法性能的关键。 目前，大部分聚

类算法需要预先给定类别数，在很多情况下，很难根据数据集的先验知识获得有效的类别数。 因此，为了获得数据

集的类别数，本文基于最近邻一致性和最远邻相异性的准则，提出了一种最近最远得分评价指标，并在此基础上提

出了一种自动确定类别数的聚类算法。 实验结果证明了所提评价指标在确定类别数时的有效性和可行性。
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　 　 聚类算法作为数据分析中广泛使用的主要方

法之一，已经广泛应用于模式识别、机器学习、图像

处理和数据挖掘等方面［１－４］。 简单来说，聚类就是

根据数据的特征将数据划分为几类，使得同一类别

数据间的相似度尽可能大，而不同类别数据间的相

似度则尽可能小。 目前，常用聚类算法可以分为划

分法、层次法、基于密度的方法、基于网格的方法和

基于模型的方法。 事实上，很多聚类算法往往需要

预先知道聚类问题的类别数。 然而，在很多实际情

况下，很难根据数据特征获得有效的类别数。 因

此，为了获得有效的类别数，很多学者基于聚类的



不同性质分别提出了一系列评价聚类结果的评价

指标。 对给定范围的类别数依次对数据集进行聚

类，并采用评价指标对每次的聚类结果进行评价，
然后选择一个使评价指标最优的类别数。 目前，常
用有效性评价指标大致可以分为 ３ 种类型，分别是

基于数据集模糊划分的指标、基于数据集样本几何

结构的指标和基于数据集统计信息的指标。 其中，
１９９１ 年，Ｘｉｅ 等［５］利用模糊聚类的目标函数，同时考

虑数据集本身的结构和模糊隶属度的性质，提出了

Ｘｉｅ⁃Ｂｅｎｉ 指标。 之后，很多学者基于数据集模糊划

分提出了一系列改善的评价指标［６⁃９］，但这些指标

不适合对硬聚类算法的聚类结果进行评价。 另外

一类是基于数据集样本几何结构的评价指标［１０⁃１６］。
１９７４ 年，Ｃａｌｉńｓｋｉ 和 Ｈａｒａｂａｓｚ 提出了基于全部样本

的类内离差矩阵和类间离差矩阵测度的 Ｃａｌｉńｓｋｉ⁃
Ｈａｒａｂａｓｚ（ＣＨ）指标［１２］。 １９７９ 年，Ｄａｖｉｅｓ 和 Ｂｏｕｌｄｉｎ
提出了基于样本的类内散度与各聚类中心间距离

测度的 Ｄａｖｉｅｓ⁃Ｂｏｕｌｄｉｎ（ＤＢ）指标［１３］，以及随后提出

的基于最大化类内相似度和最小化类间相似度目

标的 Ｗｅｉｇｈｔｅｄ ｉｎｔｅｒ⁃ｉｎｔｒａ（Ｗｉｎｔ）指标［１４］、基于样本

类内离差矩阵的 Ｋｒｚａｎｏｗｓｋｉ⁃Ｌａｉ（ＫＬ）指标［１５］、周世

兵等提出的基于样本间的最小类间距离与类内距

离的 Ｂｅｔｗｅｅｎ⁃Ｗｉｔｈｉｎ Ｐｒｏｐｏｒｔｉｏｎ（ＢＷＰ）指标［１６］。 但

是这些评价指标均具有一定的局限性，对数据结构

无法完全分离的数据集进行评价得到的结果并不

理想。 ２００７ 年，Ｋａｐｐ 等基于数据集统计的思想，使
用类内数据点的 ｉｎ⁃ｇｒｏｕｐ 比例来评价聚类结果，提
出了 Ｉｎ⁃Ｇｒｏｕｐ Ｐｒｏｐｏｒｔｉｏｎ（ ＩＧＰ）评价指标［１７］。 该评

价指标使用样本与其最近邻样本划分到同一类的

比例来衡量聚类结果的质量。 但是由于 ＩＧＰ 只关

注最近邻一致性，使得 ＩＧＰ 指标值会随着聚类数的

增加而减少，导致在很多实际情况下，利用 ＩＧＰ 指

标得到的类别数往往比实际的类别数小。 针对这

种情况，本文基于最近邻一致性和最远邻相异性的

原则，提出了一种最近最远得分指标（ＮＦＳ），并基于

此指标，提出了一种基于 ＮＦＳ 指标自动确定类别数

的聚类算法。 实验结果验证了本文所提的评价指

标的有效性和可行性。

１　 已有评价指标

众所周知，很多聚类算法需要用户根据先验知

识给出算法所需要的类别数。 但是，在很多实际应

用中很难获得有效的先验知识，因此，确定聚类问

题的类别数成为了聚类分析的一个研究的热点。
目前传统的确定类别数的方法是根据评价指标来

确定类别数。 至今提出的评价指标包括 ＣＨ 指标、

ＢＷＰ 指标和 ＩＧＰ 指标等。
１．１　 Ｃａｌｉｎｓｋｉ⁃Ｈａｒａｂａｓｚ（ＣＨ）指标

ＣＨ 指标是 Ｃａｌｉńｓｋｉ 和 Ｈａｒａｂａｓｚ 提出的确定最

佳聚类数的评价指标［１２］。 该指标是一种基于样本

的类内距离和类间离差矩阵的测度，其判断函数为

ＣＨ（ｋ） ＝ ＢＧＳＳ
Ｋ － １

／ ＷＧＳＳ
ｎ － Ｋ

（１）

式中：ｎ 为数据集样本数，Ｋ 为类别数。 且

ＷＧＳＳ ＝ １
２
［（ｎ１ － １） ｄ

－ ２
１ ＋ … ＋ （ｎＫ － １） ｄ

－ ２
Ｋ］

ＢＧＳＳ ＝ １
２
［（Ｋ － １） ｄ

－ ２ ＋ （ｎ － Ｋ）ＡＫ］

式中：ｄ
－２

ｊ 是第 ｊ 类中样本间的平均距离，ｊ ＝ １，２，…，

ｋ；ｄ
－２ 是所有样本间的平均距离。 且 ＡＫ 为

ＡＫ ＝ １
ｎ － Ｋ∑

Ｋ

ｉ ＝ １
（ｎｉ － １）（ ｄ

－ ２ － ｄ
－ ２

ｉ ）

　 　 ＣＨ 指标值越大表示聚类结果的类内距离越小

而类间距离越大，聚类结果性能越好。 但是随着类

别数搜索范围的变化，ＣＨ 指标得到的最佳聚类数

会发生变化，并且随着搜索范围增大，ＣＨ 指标得到

的最佳聚类数有逐渐增大的趋势［１８］。
１．２　 ＢＷＰ 指标

ＢＷＰ 指标是周世兵等人提出的一种基于样本

的几何结构设计的确定聚类类别数的评价指标［１６］，
该指标利用聚类结果的类内紧密性和类间分离性

来衡量聚类结果。 指标的最大值对应的类数作为

聚类数。 该指标的判断函数为

ＢＷＰ（Ｋ） ＝ １
ｎ∑

Ｋ

ｊ ＝ １
∑
ｎｊ

ｉ ＝ １
ｂｗｐ（ ｉ，ｊ） （２）

式中：Ｋ 是类别数，ｂｗｐ（ ｉ，ｊ）为

ｂｗｐ（ ｉ，ｊ） ＝ ｂ（ ｉ，ｊ） － ｗ（ ｉ，ｊ）
ｂ（ ｉ，ｊ） ＋ ｗ（ ｉ，ｊ）

式中：ｂ（ ｉ，ｊ）是第 ｊ 类中的第 ｉ 个样本到其他每类中

样本平均距离的最小值，称为最小类间距；ｗ（ ｉ，ｊ）是
第 ｊ 类中的第 ｉ 个样本的类内距离。 且

ｂ（ ｉ，ｊ） ＝ ｍｉｎ
１≤ｍ≤ｋ，ｍ≠ｊ

１
ｎｍ
∑
ｎｍ

ｐ ＝ １
‖ ｘ（ｍ）

ｐ － ｘ（ ｊ）
ｉ ‖æ

è
ç

ö

ø
÷

ｗ（ ｉ，ｊ） ＝ １
ｎ ｊ － １ ∑

ｎｊ

ｑ ＝ １，ｑ≠ｉ
‖ ｘ（ ｊ）

ｑ － ｘ（ ｊ）
ｉ ‖２

　 　 ＢＷＰ 指标值越大则表示聚类结果的类内越紧

密而类间越远离，聚类结果性能越好。 但是该评价

指标不适合非完全分离的数据集。
１．３　 ＩＧＰ 指标

ＩＧＰ 指标是 Ｋａｐｐ 提出的评价指标［１７］。 此指标

的设计思想是：当对新的样本进行分类时，新样本
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应该被划分到与其最相似的样本所在类别。 因此

该指标使用样本与其最近邻样本划分到同一类的

比例来衡量聚类结果的质量。 该指标的评价函数为

ＩＧＰ（Ｋ） ＝ １
Ｋ∑

Ｋ

ｕ ＝ １
ｉｇｐ（ｕ，Ｘ） （３）

式中：Ｋ 是类别数；ｉｇｐ（ｕ，Ｘ）表示数据集 Ｘ 中的第 ｕ
类的指标值，且

ｉｇｐ（ｕ，Ｘ） ＝
ｊ ｜ ＣｌａｓｓＸ（ ｊ） ＝ ＣｌａｓｓＸ（ ｊＮ） ＝ ｕ{ }

ｊ ｜ ＣｌａｓｓＸ（ ｊ） ＝ ｕ{ }

式中：ｊＮ 是距离样本 ｊ 最近的样本，ＣｌａｓｓＸ ｊ( ) 表示数

据集 Ｘ 中的第 ｊ 个样本所属的类别。
ＩＧＰ 指标的值越大表示样本和其最近邻划分到

同一类的概率越高，聚类结果越好。 但是 ＩＧＰ 指标

只关注了最近邻一致性，使得 ＩＧＰ 指标值不适合判

断非完全分离的数据集。

２　 最近最远得分评价指标

为了能准确地得到聚类问题的类别数，本文在

基于最近邻一致性和最远邻相异性的原则上，提出

了最近最远得分（ｎｅａｒｅｓｔ ａｎｄ ｆｕｒｔｈｅｓｔ ｓｃｏｒｅ，ＮＦＳ）评
价指标。
２．１　 相关概念定义

Ｘ ＝ ｘ１，ｘ２，…，ｘｎ{ } 是一个 ｎ 维矢量空间的有

限子集，Ｋ 是类别数，Ｃ ＝ ｃ１，ｃ２，…，ｃＫ{ } 是聚类算法

所得类别中心集合。
定义 １　 最近得分。 定义 ｎｓ（ ｉ）是第 ｉ 个样本的

最近得分，第 ｊ 个样本是距离其最近的样本，若样本

ｉ 与样本 ｊ 属于同一类别，则第 ｉ 个样本的最近得分

值为 １；否则其最近得分值为－１，即

ｎｓ（ ｉ） ＝ １， 　 ｓｃ（ ｉ） ＝ ｓｃ（ ｊ）
－ １， 　 ｓｃ（ ｉ） ≠ ｓｃ（ ｊ）{ （４）

式中：ｓｃ（ ｉ）代表第 ｉ 个样本所属的类别，ｓｃ（ ｊ）代表

距离样本 ｉ 最近的样本 ｊ 所属的类别。
定义 ２　 最远得分。 定义 ｆｓ（ ｉ）是第 ｉ 个样本的

最远得分，第 ｌ 个样本是距离其最远的样本，若样本

ｉ 与样本 ｌ 属于不同类别，则第 ｉ 个样本的最远得分

值为 １，否则其最远得分值－１，即

ｆｓ（ ｉ） ＝
－ １， 　 ｓｃ（ ｉ） ＝ ｓｃ（ ｌ）
１，　 ｓｃ（ ｉ） ≠ ｓｃ（ ｌ）{ （５）

式中：ｓｃ（ ｉ）代表第 ｉ 个样本所属的类别；ｓｃ（ ｌ）代表

距离样本 ｉ 最远的样本 ｌ 所属的类别。
定义 ３　 样本得分。 定义 ｓ（ ｉ）是第 ｉ 个样本的

得分值，则第 ｉ 个样本的最近得分和最远得分的平

均值为第 ｉ 个样本的得分，即

ｓ（ ｉ） ＝ ｎｓ（ ｉ） ＋ ｆｓ（ ｉ）
２

（６）

　 　 定义 ４　 每类的得分。 定义 ｃｓ（ ｊ）为第 ｊ 类的得

分，其定义为属于第 ｊ 类的所有样本的得分的平均

值，即

ｃｓ（ ｊ） ＝
∑
ｎｊ

ｉ ＝ １
ｓ（ ｉ）

ｎ ｊ
（７）

式中 ｎ ｊ 为第 ｊ 类中的样本总数。
定义 ５　 ＮＦＳ。 定义 ｎｆｓ（Ｋ）为在类别数为 Ｋ 下

聚类结果的最近最远得分，定义为所有类得分的平

均值，即

ｎｆｓ（Ｋ） ＝ １
Ｋ∑

Ｋ

ｊ ＝ １
ｃｓ（ ｊ） （８）

式中 Ｋ 是类别数。
２．２　 ＮＦＳ 指标的分析

ＮＦＳ 指标的设计原则是每个样本应该和距离其

最近的样本划分到同一类别中，而与距离其最远的

样本划分到不同类别中。 因此，每个样本拥有两个

影响评分的因子，分别是最近得分因子和最远得分

因子。 对于最近得分因子，如果某个样本与距离其

最近的样本划分到同一类中，则得 １ 分，表示对此聚

类结果的支持，而如果划分到不同类中，则得－１ 分，
表示对此聚类结果的反对。 最远得分因子的规定

也是如此。
随着类别数的增加，样本和其最近邻样本被划

分到不同类别中的概率将会增加，从而导致了最近

得分累积和的减少；然而随着类别数的增加，样本

和其最远邻样本被划分到同一类的概率将会减少，
从而导致了最远得分累积和的增加。 因此，在评价

聚类结果时仅采用最近得分或最远得分将很难得

到正确的类别数，需要综合利用这两个得分才能获

得好的聚类结果。 为了说明这个问题，我们将利用

图 １ 所示的数据集在不同类别数下的聚类结果来说

明同时考虑最近得分和最远得分的必要性。 观察

图 １ 所示数据集，可知此数据集的最佳类别数为 ４。
如果只考虑最近邻得分时，如图 １（ａ）所示，当 Ｋ ＝ ２
时，所有样本和其最近邻样本都在同一类中，而如

图 １（ｂ）和图 １（ｃ）所示，当 Ｋ＝ ３ 或 Ｋ ＝ ４ 时，样本和

其最近邻划分到不同类的比率就会增大，聚类结果

的最近得分值会下降，因此 Ｋ ＝ ２ 时，使最近得分值

达到最大，故采用最近得分准则所得到的最佳类别

数为 ２。 而如果只考虑最远得分时，如图 １（ ａ）所

示，当 Ｋ＝ ２ 时，样本和其最远邻样本被划分到同一

类的比率很大，而如图 １（ｂ）和图 １（ｃ）所示，当 Ｋ＝ ３
或Ｋ＝ ４ 时，样本与其最远邻样本划分到同一类的比

率下降，而且当 Ｋ＝ ３ 时，样本和其最远邻样本分别

划分到不同类中，此时聚类结果的最远得分值达到
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最大，因此，采用最远得分准则所得到的最佳类别

数为 ３。 为了选择出正确的类别数，评价指标应该

综合考虑最近得分和最远得分这两个因素。 基于

以上的理论，在 ＮＦＳ 评价指标中每个样本的得分设

计为最近得分和最远得分的均值。

（ａ）Ｋ＝ ２

（ｂ）Ｋ＝ ３

（ｃ）Ｋ＝ ４
图 １　 不同聚类数下的聚类

Ｆｉｇ．１　 Ｃｌｕｓｔｅｒｉｎｇ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｃｌｕｓｔｅｒ ｎｕｍｂｅｒ
ＮＦＳ 指标值衡量的是样本对聚类结果的满意

度，ＮＦＳ 指标值越大聚类结果就越好。 因此，依据

ＮＦＳ 选取最佳类别数的公式为

Ｋｏｐｔ ＝ ｍａｘ
２≤Ｋ≤Ｋｍａｘ

ｎｆｓ（Ｋ）{ } （９）

３　 基于 ＮＦＳ 的自动聚类算法

３．１　 ＡＣＮＦＳ 算法

基于 ＮＦＳ 的自动聚类算法（ａｕｔｏｍａｔｉｃ ｃｌｕｓｔｅｒｉｎｇ
ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｔｈｅ ＮＦＳ，ＡＣＮＦＳ）主要包括 ３ 个主

要步骤。 第 １ 步确定类别数的搜索范围，第 ２ 步计

算在不同类别数下的 ＮＦＳ 评价指标值，第 ３ 步是根

据评价指标得到使聚类结果达到最好的类别数。
该算法具体步骤如下。

１）使用基于最短距离的分层聚类算法［１９］ 并设

定合适的截止阈值得到类别数，把该类别数作为搜

索上限 Ｋｍａｘ，设置搜索下限 Ｋｍｉｎ ＝ ２，得到聚类数的搜

索范围 Ｋｍｉｎ，Ｋｍａｘ[ ] 。
２）对于搜索范围 Ｋｍｉｎ，Ｋｍａｘ[ ] 中不同的聚类数 Ｋ

分别运行以下步骤：
① 利用 Ｋ⁃ｍｅａｎｓ［２０］算法对数据集进行聚类；
②根据式（４） ～ （８）计算聚类结果的 ＮＦＳ 指

标值；
③根据式（９）得到最佳聚类数 Ｋｏｐｔ。
ＡＣＮＦＳ 算法流程如图 ２ 所示。

图 ２　 ＡＣＮＦＳ 算法流程图

Ｆｉｇ．２　 Ｔｈｅ ｆｌｏｗ ｃｈａｒｔ ｏｆ ＡＣＮＦＳ ａｌｇｏｒｉｔｈｍ
３．２　 ＡＣＮＦＳ 时间复杂度分析

假定数据集有 ｎ 个样本，则 ＡＣＮＦＳ 算法的时间

复杂度分析如下。
１）ＡＣＮＦＳ 算法首先采用基于最短距离的分层聚

类算法，该算法每次把距离最近的两类合并成一类，其
时间复杂度为 Ｏ ｔｎ２( ) ，其中 ｔ 为迭代次数且ｔ≪ｎ。

２）算法第二步中使用 Ｋ⁃ｍｅａｎｓ 算法进行聚类，
其时间复杂度为 Ｏ（ｎＫｌ），其中 ｌ 为迭代次数，Ｋ 为

类别数，且 ｌ≪ｎ，Ｋ≪ｎ。
３）采用 Ｋ⁃ｍｅｎａｓ 聚类之后需要采用 ＮＦＳ 评价

指标对聚类结果进行评估。 我们需要计算样本间

的距离从而计算每个样本的最近得分与最远得分，
因此计算 ＮＦＳ 指标值的时间复杂度为 Ｏ ｎ２( ) 。

为了获得类别数，需要重复Ｋ⁃ｍｅａｎｓ 和计算 ＮＦＳ 指

标值 Ｋｍａｘ－Ｋｍｉｎ＋１次，因此 ２）和 ３）的总的时间复杂度为
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Ｏ（（ｎ２＋ｎｋｌ）×（Ｋｍａｘ－Ｋｍｉｎ＋１）），且（Ｋｍａｘ－Ｋｍｉｎ＋１）≪ｎ。
因 此， ＡＣＮＦＳ 算 法 总 的 时 间 复 杂 度 即

为Ｏ ｔｎ２＋（ｎ２＋ｎｋｌ）×（Ｋｍａｘ－Ｋｍｉｎ）( ) 。

４　 实验

为了验证本文所提 ＮＦＳ 指标和 ＡＣＮＦＳ 算法的
有效性，我们进行了仿真实验。 在实验中我们将采
用 ６ 个人工数据集和 ４ 个 ＵＣＩ 真实数据，对 ＣＨ 指
标、ＢＷＰ 指标、ＩＧＰ 指标和 ＮＦＳ 指标确定类别数的
性能进行比较。 实验证明，基于 ＮＦＳ 指标所提出的
ＡＣＮＦＳ 算法可以有效地确定数据集的类别数，实现
类别中心和类别数的自动估计。

在仿真实验中，我们所采用的人工数据集如图
３ 所示，而真实数据集则为 ＵＣＩ 数据库中的 ＩＲＩＳ，
Ｂａｌａｎｃｅ Ｓｃａｌｅ，Ｗｉｎｅ 以及 Ｓｏｙｂｅａｎ⁃ｓｍａｌｌ 数据集。 为
了方便，我们将上述所有数据集的特征总结到表 １
中，其中 ｎ 表示数据集中样本点的个数，Ｋ 表示数据
集中样本点的类别数，ｄ 表示数据集中样本点的特
征维数，最后一列表示各类别中样本点的个数。

（ａ）Ｄａｔａｓｅｔ １

（ｂ）Ｄａｔａｓｅｔ ２

（ｃ）Ｄａｔａｓｅｔ ３

（ｄ）Ｄａｔａｓｅｔ ４

（ｅ）Ｄａｔａｓｅｔ ５

（ｆ）Ｄａｔａｓｅｔ ６
图 ３　 人工数据集

Ｆｉｇ．３　 Ａｒｔｉｆｉｃｉａｌ ｄａｔａｓｅｔ

表 １　 实验中所使用的 １０ 组数据集特征

Ｔａｂｌｅ １ 　 Ｔｈｅ ｃｈａｒａｃｔｅｒｓ ｏｆ ｔｈｅ ｔｅｎ ｄａｔａ ｓｅｔｓ ｕｓｅｄ ｉｎ
ｏｕｒ ｅｘｐｅｒｉｍｅｎｔｓ

数据集 ｎ Ｋ ｄ 每类中样本点的个数

Ｄａｔａｓｅｔ １ ８００ ２ ２ ４００，４００

Ｄａｔａｓｅｔ ２ ８００ ３ ２ ４００，２００，２００

Ｄａｔａｓｅｔ ３ ８００ ３ ２ ４００，２００，２００

Ｄａｔａｓｅｔ ４ １ １００ ４ ２ ２００，４００，２００

Ｄａｔａｓｅｔ ５ １ ０００ ５ ２ ４００，２００，２００，３００

Ｄａｔａｓｅｔ ６ ９００ ６ ２ ２００，２００，２００，２００，２００

Ｉｒｉｓ １５０ ３ ４ １５０，１５０，１５０，１５０，１５０，１５０

Ｂａｌａｎｃｅ Ｓｃａｌｅ ６３０ ３ ４ ５０，５０，５０

Ｗｉｎｅ １７８ ３ １３ ５４，２８８，２８８

Ｓｏｙｂｅａｎ⁃ｓｍａｌｌ ４７ ４ ３５ ５９，７１，４８
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　 　 首先，分别采用 ＣＨ 指标、ＢＷＰ 指标、ＩＧＰ 指标

和 ＮＦＳ 指标估计人工数据集 Ｄａｔａｓｅｔ １ ～ Ｄａｔａｓｅｔ ６ 的

类别数，实验结果如表 ２～７ 所示。
表 ２ 中给出了对数据集 Ｄａｔａｓｅｔ １ 采用不同评

价指标得到的类别数和各类别数出现的百分比。
第 ２ 列到第 ８ 列的数据是百分数值，而百分数值代

表算法在运行 Ｎ 次，得到相应的类别数的次数与 Ｎ
的比值。 实验中取 Ｎ＝ ２０。 表 ２ 中的最后 １ 列表示

通过投票准则获得的数据集的类别数。 从表 ２ 可以

看出，对人工数据集 Ｄａｔａｓｅｔ １ 采用这 ４ 种评价指标

均能得到正确的类别数，而且评价结果稳定，每次

都能得到正确类别数。
表 ２　 Ｄａｔａｓｅｔ １ 的类别数

Ｔａｂｌｅ ２　 Ｔｈｅ ｃｌｕｓｔｅｒ ｎｕｍｂｅｒ ｏｆ Ｄａｔａｓｅｔ １

评价指标 ２ ３ ４ ５ ６ ７ ８ 最终类别数

ＣＨ １００ ０ ０ ０ ０ ０ ０ ２
ＢＷＰ １００ ０ ０ ０ ０ ０ ０ ２
ＩＧＰ １００ ０ ０ ０ ０ ０ ０ ２
ＮＦＳ １００ ０ ０ ０ ０ ０ ０ ２

　 　 表 ３ 给出了对数据集 Ｄａｔａｓｅｔ ２ 采用不同评价

指标得到的类别数和各类别数出现的百分比。 从

Ｄａｔａｓｅｔ ２ 的散点分布图中可以看出，有两类数据无

法完全分离。 因此，只有采用 ＮＦＳ 指标得到的类别

数是正确的类别数，而且评价结果稳定，每次都能

得到正确的类别数；而采用其他的评价指标却无法

得到正确的类别数。
表 ３　 Ｄａｔａｓｅｔ ２ 的类别数

Ｔａｂｌｅ ３　 Ｔｈｅ ｃｌｕｓｔｅｒ ｎｕｍｂｅｒ ｏｆ Ｄａｔａｓｅｔ ２

评价指标 ２ ３ ４ ５ ６ ７ ８ 最终类别数

ＣＨ １００ ０ ０ ０ ０ ０ ０ ２

ＢＷＰ １００ ０ ０ ０ ０ ０ ０ ２

ＩＧＰ １００ ０ ０ ０ ０ ０ ０ ２

ＮＦＳ ０ １００ ０ ０ ０ ０ ０ ３

　 　 表 ４ 给出了对数据集 Ｄａｔａｓｅｔ ３ 采用不同评价

指标得到的类别数和各类别数出现的百分比。 由

于在数据集 Ｄａｔａｓｅｔ ３ 中，不同类之间是完全可分

的，因此采用这 ４ 个评价指标，均可以得到正确的类

别数，而且评价结果稳定。
表 ４　 Ｄａｔａｓｅｔ ３ 的类别数

Ｔａｂｌｅ ４　 Ｔｈｅ ｃｌｕｓｔｅｒ ｎｕｍｂｅｒ ｏｆ Ｄａｔａｓｅｔ ３

评价指标 ２ ３ ４ ５ ６ ７ ８ 最终类别数

ＣＨ ０ １００ ０ ０ ０ ０ ０ ３

ＢＷＰ ０ １００ ０ ０ ０ ０ ０ ３

ＩＧＰ ０ １００ ０ ０ ０ ０ ０ ３

ＮＦＳ ０ １００ ０ ０ ０ ０ ０ ３

　 　 表 ５ 给出了对数据集 Ｄａｔａｓｅｔ ４ 采用不同评价

指标得到的类别数和各类别数出现的百分比。 采

用 ＮＦＳ 指标、ＣＨ 指标和 ＢＷＰ 指标均可以得到正确

的类别数，而采用 ＩＧＰ 指标却无法得到正确的类别

数。 从具体情况分析，ＮＦＳ 指标和 ＣＨ 指标性能较

好，评价结果稳定，每次都可以得到正确的类别数；
而 ＢＷＰ 指标差一点，正确率只有 ７１．３％。

表 ５　 Ｄａｔａｓｅｔ ４ 的类别数

Ｔａｂｌｅ ５　 Ｔｈｅ ｃｌｕｓｔｅｒ ｎｕｍｂｅｒ ｏｆ Ｄａｔａｓｅｔ ４

评价指标 ２ ３ ４ ５ ６ ７ ８ 最终类别数

ＣＨ ０ ０ １００ ０ ０ ０ ０ ４

ＢＷＰ ０ ０ ７１．３ ２０ ８．７ ０ ０ ４

ＩＧＰ ９５ ５ ０ ０ ０ ０ ０ ２

ＮＦＳ ０ ０ １００ ０ ０ ０ ０ ４

　 　 表 ６ 给出了对数据集 Ｄａｔａｓｅｔ ５ 采用不同评价

指标得到的类别数和各类别数出现的百分比。 采

用 ＮＦＳ 指标、ＣＨ 指标和 ＢＷＰ 指标均可以得到正确

的类别数，而采用 ＩＧＰ 指标却无法得到正确的

类别数。
表 ６　 Ｄａｔａｓｅｔ ５ 的类别数

Ｔａｂｌｅ ６　 Ｔｈｅ ｃｌｕｓｔｅｒ ｎｕｍｂｅｒ ｏｆ Ｄａｔａｓｅｔ ５

评价指标 ２ ３ ４ ５ ６ ７ ８ 最终类别数

ＣＨ ０ ０ ０ １００ ０ ０ ０ ５

ＢＷＰ ０ ０ ０ １００ ０ ０ ０ ５

ＩＧＰ ７５ ０ ２５ ０ ０ ０ ０ ２

ＮＦＳ ０ ０ ０ １００ ０ ０ ０ ５

　 　 表 ７ 给出了对数据集 Ｄａｔａｓｅｔ ６ 采用不同评价

指标得到的类别数和各类别数出现的百分比。 采

用四种评价指标均能得到该数据集的正确类别数。
其中 ＮＦＳ 指标、ＢＷＰ 指标和 ＣＨ 指标的性能较好，
评价结果稳定；而 ＩＧＰ 指标性能差一点，正确率

为 ９０％。
表 ７　 Ｄａｔａｓｅｔ ６ 的类别数

Ｔａｂｌｅ ７　 Ｔｈｅ ｃｌｕｓｔｅｒ ｎｕｍｂｅｒ ｏｆ Ｄａｔａｓｅｔ ６

评价指标 ２ ３ ４ ５ ６ ７ ８ 最终类别数

ＣＨ ０ ０ ０ ０ １００ ０ ０ ６

ＢＷＰ ０ ０ ０ ０ １００ ０ ０ ６

ＩＧＰ １０ ０ ０ ０ ９０ ０ ０ ６

ＮＦＳ ０ ０ ０ ０ １００ ０ ０ ６

　 　 由表 ２～７ 所示的实验结果可如，对于可分性较

好的人工数据集，ＣＨ 指标、ＢＷＰ 指标和 ＮＦＳ 指标

均能获得正确的类别数。 下面将采用 ＵＣＩ 中的真

实 数 据 集 ＩＲＩＳ、 Ｂａｌａｎｃｅ Ｓｃａｌｅ、 Ｗｉｎｅ 以 及
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Ｓｏｙｂｅａｎ⁃ｓｍａｌｌ来验证 ＣＨ 指标、ＢＷＰ 指标、ＩＧＰ 指标

和 ＮＦＳ 指标在确定类别数时的性能。
表 ８ 给出了数据集 Ｗｉｎｅ 在采用不同评价指标

时，在不同的类别数下的指标值，其中带下划线的

数据是该指标下的最大值。 ＮＦＳ 指标和 ＢＷＰ 指标

在类别数 Ｋ＝ ３ 时取最大值，而其他指标在类别数 Ｋ
＝ ２ 时取最大值，但是由于数据集 Ｗｉｎｅ 的真实类别

数为 ３，因此采用 ＮＦＳ 指标和 ＢＷＰ 指标可以得到正

确的类别数，而采用其他评价指标则无法得到正确

的类别数。
表 ８　 Ｗｉｎｅ 的指标值

Ｔａｂｌｅ ８　 Ｔｈｅ ｉｎｄｅｘ ｖａｌｕｅ ｆｏｒ Ｗｉｎｅ

类别数 ＣＨ ＢＷＰ ＩＧＰ ＮＦＳ

２ ７ ５２１ ６００ ０．３２５ ０７ ０．９６２ １７ ０．８６７ ０６

３ ４ ９２６ ８５０ ０．３３４ ０４ ０．９４０ ６２ ０．９００ ９

４ ３ ３５６ ４４０ ０．３０２ ３ ０．７８９ ５２ ０．７７４ ７７

５ ２ ５７８ ８４０ ０．２６９ ５８ ０．７１ ０．６９７ ４６

６ ２ １４７ ４１５ ０．２３２ ５５ ０．６７３ ６６ ０．６９２ １２

７ １ ８２３ ９０５ ０．２０３ ８２ ０．６４９ ８３ ０．６６６ ３５

８ １ ６０８ ８７０ ０．１８７ ７１ ０．６４８ １５ ０．６３３ ２

９ １ ４３８ ７６５ ０．１８４ ７１ ０．６１２ ８１ ０．６１６ ５５

１０ １ ２９１ ８５０ ０．１７８ ７１ ０．５９４ ３３ ０．５７６ ６

最终类别数 ２ ３ ２ ３

　 　 表 ９ 给出了 ４ 组真实数据集分别在采用不同评

价指标下得到的类别数，这里依然是运行多次实验

通过投票准则确定最终的类别数，括号中的数据表

示类别数出现的百分比。 参考表 １ 中各数据集的真

实类别数，可以得到如下结论：采用 ＮＦＳ 指标可以

得到所有真实数据集的正确的类别数，其中对于

Ｂａｌａｎｃｅ Ｓｃａｌｅ 和 Ｗｉｎｅ 数据集，评价结果稳定，效果

较好，而对于 ＩＲＩＳ 和 Ｓｏｙｂｅａｎ⁃ｓｍａｌｌ 数据集，评价结

果差一点，只有 ６０％和 ４５％的正确率；然而采用

ＢＷＰ 指标只可以得到数据集 Ｗｉｎｅ 的正确类别数，
而且评价结果稳定；但是采用 ＣＨ 指标和 ＩＧＰ 指标

则无法得到数据集的正确类别数。
表 ９ 真实数据集的类别数

Ｔａｂｌｅ ９　 Ｔｈｅ ｃｌｕｓｔｅｒ ｎｕｍｂｅｒ ｏｆ ｔｈｅ ｒｅａｌ ｄａｔａｓｅｔｓ

数据集 ＣＨ ＢＷＰ ＩＧＰ ＮＦＳ

ＩＲＩＳ ２（１００） ２（１００） ２（１００） ３（６０）

Ｂａｌａｎｃｅ Ｓｃａｌｅ ２（１００） ８（７０） ２（１００） ３（１００）

Ｗｉｎｅ ２（１００） ３（１００） ２（１００） ３（１００）

Ｓｏｙｂｅａｎ⁃ｓｍａｌｌ ２（１００） ３（３２．９） ３（４０） ４（４５）

５　 结束语

众所周知，很多聚类算法需要根据先验知识给

出算法所需要的类别数。 但是，在很多实际应用中

很难获得有效的先验知识，因此确定聚类问题的类

别数成为了一个研究的热点。 本文首先基于最近

邻一致性和最远邻相异性的原则，提出了一种最近

最远得分评价指标（ＮＦＳ），并在此基础上提出了一

种基于 ＮＦＳ 自动聚类算法，实现了对类别数和类别

中心的自动估计。 与已经提出的评价指标相比，
ＮＦＳ 指标是基于数据集统计信息的指标，而且 ＮＦＳ
指标考虑了最近样本和最远样本两个方面，通过评

分机制还保证了每个样本都对评价指标产生影响。
从而使 ＮＦＳ 指标在 ＩＲＩＳ 等数据集中呈现较好的结

果。 但是 ＮＦＳ 指标并不是最完美的，因此还需要继

续进行相关研究。
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